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识别脑卒中微小病灶的多维度图像分割模型和系统开发
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　　［摘要］　目的　开发一种基于深度学习的多维度分割系统，在磁共振成像（ｍａｇｎｅｔｉｃｒｅｓｏｎａｎｃｅ
ｉｍａｇｉｎｇ，ＭＲＩ）影像中识别微小病灶，为急性缺血性脑卒中（ａｃｕｔｅｉｓｃｈｅｍｉｃｓｔｒｏｋｅ，ＡＩＳ）的诊治提供决策
依据。方法　提取并融合 ２Ｄ、３Ｄ网络的特征，引入了联合损失函数，进而提出了一种新的 ２．５Ｄ方
法———多维度多尺度注意力增强网络（ｍｕｌｔｉｄｉｍｅｎｓｉｏｎａｌｍｕｌｔｉｓｃａｌｅａｔｔｅｎｔｉｏｎｅｎｈａｎｃｅｄｎｅｔｗｏｒｋ，ＭＭＡＥ
Ｎｅｔ）。在ＡＩＳ分割数据集（训练集１７１例、测试集４３例）上训练和测试了所提方法的性能，并与其他方
法进行比较。结果　相较于２Ｄ、３Ｄ网络，２．５Ｄ网络（ＭＭＡＥＮｅｔ）在各项评价指标上均可取得最优异的
分割性能，获得了 ８１．２５％的 Ｄｉｃｅ相似系数（ｄｉｃｅｓｉｍｉｌａｒｉｔｙｃｏｅｆｆｉｃｉｅｎｔ，ＤＳＣ）和 ８４．８２％的灵敏度
（ｓｅｎｓｉｔｉｖｉｔｙ，ＳＥＮ）。相较于 ＵＮｅｔ、ＲｅｓＵＮｅｔ、ＤｅｎｓｅＵＮｅｔ、ＡｔｔｅｎｔｉｏｎＵＮｅｔ和 ＳＥｇｍｅｎｔａｔｉｏｎＴＲａｎｓｆｏｒｍｅｒ
（ＳＥＴＲ）等经典方法和既往研究，ＭＭＡＥＮｅｔ取得了更优异的分割性能。我们还开发了可视化自动分割系
统以提升方法的实践和推广能力。结论　本文基于２Ｄ、３Ｄ特征融合的理念设计了２．５Ｄ多维度分割模型
ＭＭＡＥＮｅｔ，其在ＭＲＩ微小病灶的识别中取得了优异性能，为ＡＩＳ疾病诊治提供了有效的解决方案。
　　［关键词］　微小病灶；脑卒中；图像分割；深度学习；系统开发
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　　脑磁共振成像（ｍａｇｎｅｔｉｃｒｅｓｏｎａｎｃｅｉｍａｇｉｎｇ，ＭＲＩ）
图像的识别和分割可在神经系统疾病的管理中发挥重

要作用［１－２］。在急性缺血性脑卒中（ａｃｕｔｅｉｓｃｈｅｍｉｃ
ｓｔｒｏｋｅ，ＡＩＳ）中，早期定位与勾勒大脑损伤区域有利于
准确评估病变并及时采取治疗措施［３－４］。在神经退行

性病变中，海马体等结构的分割可提供大脑萎缩的定

量信息［５］。在脑肿瘤中，重要脑结构的分割可为放射

治疗提供规划，以降低辐射毒性的影响［６］。在脑微出

血中，出血病灶的分割有利于为认知障碍等脑血管疾

病的监测提供契机［７］。但人工分割病灶区域较为耗

时，存在较大的主观性差异。寻找一种针对医学图像

的自动化分割算法有重要的研究价值。

　　既往研究已提出了部分通用性强的医学图像分割
方法。随着深度学习的发展，基于卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）的自动化分割方法
成为可能［８－９］。基于跳跃连接结构，ＵＮｅｔ方法已展示
了其在生物医学图像分割领域的重要优势［１０］，并出现

了ＲｅｓＵＮｅｔ［１１］、ＤｅｎｓｅＵＮｅｔ［１２］等诸多变体结构，具有
较好的应用前景。此外，还有学者利用注意力门控过

滤特征，进而构建出 ＡｔｔｅｎｔｉｏｎＵＮｅｔ［１３］。ＺＨＥＮＧ
等［１４］提出了 ＳＥｇｍｅｎｔａｔｉｏｎＴＲａｎｓｆｏｒｍｅｒ（ＳＥＴＲ），其通
过在 Ｔｒａｎｓｆｏｒｍｅｒ的各层中建模全局上下文，使编码器
与简单解码器组合即可提供较好的分割效果。但这些

模型并非总能取得令人满意的分割性能，尤其是在面

对以微小病灶识别为代表的新型挑战任务时。

　　微小病灶指占全图比例低于 ２０％或像素值低于
３２×３２的目标［１５］。微小病灶存在蕴含信息量少、标记

成本高和易受背景干扰的问题，常引发漏诊、误诊风

险，其分割精度明显低于大尺寸目标［１６］。因此，微小

病灶的自动检测和分割是医学图像处理领域面临的重

要挑战，即使是经验丰富的临床医师也很难快速鉴别

微小病灶。建立一种高效识别和分割微小病灶的分割

流程有重要意义。

　　既往研究方法主要涵盖了 ２Ｄ、３Ｄ两种维度的深
度学习神经网络。２Ｄ网络包含参数量较少，可将一整
张平面内２Ｄ图像作为输入，并在网络训练中设置较
大的输入尺寸，进而增加训练的连贯性［１７－１８］。但 ２Ｄ
网络仅能提取切片内图像特征，丢失了相邻切片间有

价值的上下文信息，这导致了较低的分割精度。３Ｄ网
络不仅可提取平面内的特征，而且可结合切片间信息

以提升分割效果。但３Ｄ网络通常需求更高的硬件配
置和更多的计算资源，这限制了输入图像的尺寸，亦不

利于设计更深层、更复杂的网络结构。此外，因切片间

的高度不连续性，３Ｄ网络可能纳入来源于相邻切片的
不相关特征，为学习过程增加噪声信息，并引发较大的

过拟合风险［１９－２０］。

　　受扫描设备限制，脑 ＭＲＩ影像往往包含介于２Ｄ、
３Ｄ维度之间的上下文特征，为临床任务选择适宜的自
动分割维度存在一定难度。本文考虑从 ２Ｄ和 ３Ｄ网
络中提取的特征并进行融合，进而提出了多维度多尺

度注意力增强网络 （ｍｕｌｔｉｄｉｍｅｎｓｉｏｎａｌｍｕｌｔｉｓｃａｌｅ
ａｔｔｅｎｔｉｏｎｅｎｈａｎｃｅｄｎｅｔｗｏｒｋ，ＭＭＡＥＮｅｔ），旨在针对微小
病灶实现高效的医学图像分割。

　　本文的贡献和创新性可总结如下：①多尺度特征
提取：在ＵＮｅｔ主干网络的基础上，引入了残差和“挤
压激励”（ｓｑｕｅｅｚｅａｎｄｅｘｃｉｔａｔｉｏｎ，ＳＥ）模块以执行多尺
度特征提取。②多维度特征融合：各自利用２Ｄ、３Ｄ网
络执行并联式特征提取，并对２Ｄ、３Ｄ特征进行多维度
加权融合。③损失函数优化：引入了带权重系数的联
合损失函数，旨在更好地处理不平衡数据。④应用系
统开发：开发了可视化的应用系统，可有效提升方法的

临床推广能力。

１　材料与方法

１．１　数据来源
　　数据来源于２０２１年７月～２０２２年２月浙江省台
州市立医院神经内科收治的 ＡＩＳ患者的脑 ＭＲＩ影像
资料，从中选择符合研究需求者２１４例。纳入标准：临
床资料完整，ＭＲＩ影像清晰完整，符合微小病灶定义，
未接受过手术治疗。排除标准：无法耐受研究。训练

集和测试集和划分比例为４∶１，即训练集１７１例、测试
集４３例。
　　在 ＭＲＩ影像中，选取弥散加权成像（ｄｉｆｆｕｓｉｏｎ
ｗｅｉｇｈｔｅｄｉｍａｇｉｎｇ，ＤＷＩ）序列作为研究序列。患者的影
像资料包含了原图及对应的分割标签（掩膜）。各患者

的分割标签由经验丰富的临床医师手工标记，以人工分

割的标签图像作为金标准，即真实值（ｇｒｏｕｎｄｔｒｕｔｈ，
ＧＴ），旨在确保训练数据的准确性。本次研究已经过医
院伦理委员会审查通过（２０２１ＬＷ０１１）。
１．２　分割模型构建
　　ＭＭＡＥＮｅｔ由一个 ２Ｄ分割网络 Ｆ２Ｄ、一个 ３Ｄ分
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割网络 Ｆ３Ｄ 和一个多维度融合网络 Ｆｍ 共同组成。
Ｆ２Ｄ、Ｆ３Ｄ分别用于提取输入图像的２Ｄ和３Ｄ特征，并利
用Ｆｍ融合二者。ＭＭＡＥＮｅｔ的网络架构如图１所示。
１．２．１　单维度分割网络　　单维度分割网络包含２Ｄ
分割网络Ｆ２Ｄ和３Ｄ分割网络Ｆ３Ｄ。使用改良ＵＮｅｔ结
构作为Ｆ２Ｄ、Ｆ３Ｄ的主干，其结构如图２所示。ＵＮｅｔ网
络由四次最大池化下采样和四次最近邻上采样组成，

包含了五种分辨率尺寸的特征图，在各尺寸下均使用

卷积结构提取特征，进而提取多尺度图像信息。在下

采样和上采样结构之间存在跳跃连接结构，其有利于将

同尺寸的浅层特征图（来源于下采样）和深层特征图

（来源于上采样）进行拼接，并输入卷积层提取特征。

　　从２Ｄ、３Ｄ分割网络中各自提取了两个浅层特征图
和两个深层特征图。浅层特征包含较多图像细节，深层

特征包含较多深度语义信息，二者的结合有利于信息弥

合，进而更好地分割目标区域。在编码阶段，以第２、４
层卷积层输出特征图为浅层特征（将第２层表示为ｆ１２Ｄ
或ｆ１３Ｄ，第４层表示为ｆ

２
２Ｄ或ｆ

２
３Ｄ）。在解码阶段，以倒数第

２、４层卷积层输出特征图为深层特征（将倒数第２层表
示为ｆ３２Ｄ或ｆ

３
３Ｄ，倒数第４层表示为ｆ

４
２Ｄ或ｆ

４
３Ｄ）。

图１ＭＭＡＥＮｅｔ网络的总体架构

图２　２Ｄ、３Ｄ分割网络主干结构

２７５ 　　　　　　　　　　　　　　陆军军医大学学报，２０２３，４５（６）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　



　　在经典ＵＮｅｔ的基础上，本文加入了残差模块和
ＳＥ模块进行改良。残差模块由两个卷积层和残差连
接构成，可有效缓解深度学习模型训练过程中的梯度

消失和梯度爆炸问题。ＳＥ模块可通过全连接层实现
注意力机制。首先，通过全局池化将特征图压缩为长

度为输入通道数的一维向量。其次，使用两个全连接

层提取全局信息，使用 Ｓｉｇｍｏｉｄ函数将向量变为权重，
为输入特征图沿通道方向加权，使模型更专注于有用

特征。

　　２Ｄ、３Ｄ分割网络采用相似的网络结构，但仍在卷
积核维度、采样对象等方面存在差异。Ｆ２Ｄ使用２Ｄ卷
积核，仅对平面内图像实施四次两倍的下采样和上采

样。Ｆ３Ｄ使用３Ｄ卷积核，在对平面内图像实施四次两
倍的下采样和上采样之外，在最底层时还对层间图像

实施一次两倍的下采样和上采样。在此，对２Ｄ、３Ｄ网
络的算法原理进行说明。

　　在２Ｄ网络Ｆ２Ｄ中，输入图像尺寸为（Ｗ×Ｈ），最小
分辨率尺寸为（Ｗ／３２×Ｈ／３２）。提取输入图像各层特
征后，将２Ｄ的特征拼接回３Ｄ，拼接操作可维持２Ｄ、３Ｄ
网络处于相同的尺度。Ｆ２Ｄ的输出特征可表达为：
　　ｆ１２Ｄ，ｆ

２
２Ｄ，ｆ

３
２Ｄ，ｆ

４
２Ｄ＝Ｆ２Ｄ（Ｘ１）…Ｆ２Ｄ（ＸＤ）（１）

其中，ｆ１２Ｄ和 ｆ
２
２Ｄ为浅层特征，ｆ

３
２Ｄ和 ｆ

４
２Ｄ为深层特征；ＸＤ

代表输入图像Ｘ的第 Ｄ层２Ｄ图像，代表沿层间拼
接操作。

　　在３Ｄ网络Ｆ３Ｄ中，输入图像Ｘ∈Ｒ
Ｄ×Ｗ×Ｈ的尺寸为

（Ｄ×Ｗ×Ｈ），最小分辨率尺寸为（Ｄ／２×Ｗ／３２×Ｈ／３２）。
Ｆ３Ｄ的输出特征可表达为：
　　ｆ１３Ｄ，ｆ

２
３Ｄ，ｆ

３
３Ｄ，ｆ

４
３Ｄ＝Ｆ３Ｄ（Ｘ） （２）

其中，ｆ１３Ｄ和ｆ
２
３Ｄ为浅层特征，ｆ

３
３Ｄ和ｆ

４
３Ｄ为深层特征。

１．２．２　多维度融合网络　　在各自利用 Ｆ２Ｄ、Ｆ３Ｄ网
络提取特征后，利用２．５Ｄ多维度融合网络Ｆｍ对二者
进行融合和增强，如图１所示。Ｆｍ的主要结构包含输
入卷积层、残差空洞空间金字塔池化（ｒｅｓｉｄｕａｌａｔｒｏｕｓ
ｓｐａｔｉａｌｐｙｒａｍｉｄｐｏｏｌｉｎｇ，ＲＡＳＰＰ）模块和输出卷积层。
输入卷积层可将特征融合和降维，输出卷积层可利用

Ｓｉｇｍｏｉｄ函数将特征图映射到输出的分割概率图。
ＲＡＳＰＰ模块包含了四个空洞卷积，以 １、２、４、８的卷
积率（图１中以“Ｄ”表示）提取多尺度特征，获得特征
图拼接后输入卷积层进行特征融合。Ｆｍ省略了下采
样过程，旨在尽可能保留并增强特征中的细节，进而提

升微小病灶的分割效果。

　　多维度融合网络的算法原理可说明如下：定义多

维度融合网络为 Ｆｍ，则最终的分割结果 Ｙ^∈Ｒ
Ｄ×Ｗ×Ｈ可

表达为：

　　Ｙ^＝Ｆｍ［ｆ
１
２Ｄｆ

１
３Ｄδ（ｆ

２
２Ｄ）δ（ｆ

２
３Ｄ）δ（ｆ

３
２Ｄ）δ

（ｆ３３Ｄ）ｆ
４
２Ｄｆ

４
３Ｄ］ （３）

其中，δ（·）代表上采样操作，代表拼接和融合操
作。

１．３　联合损失函数
　　在医学分割领域中常规使用二进制交叉熵
（ｂｉｎａｒｙｃｒｏｓｓｅｎｔｒｏｐｙ，ＢＣＥ）损失函数，其可定义为

　　ＬＢＣＥ＝－
１
ＮΣ
Ｎ

ｉ＝１
［ｙｉｌｏｇ（ｙ^ｉ）＋（１－ｙｉ）ｌｏｇ（１－ｙ^ｉ）］（４）

其中，ｙｉ和 ｙ^ｉ各代表标签和第 ｉ个像素的像素值预测
结果，Ｎ＝Ｄ×Ｗ×Ｈ代表总的像素数量。
　　医学微小病灶分割往往存在极度不平衡的特性。
相较于背景区域，病灶区域往往在尺寸上低几个数量

级。因此，本文引入 Ｄｉｃｅ损失（ｄｉｃｅｌｏｓｓ，ＤＬ）以解决
此问题，可定义为

　　ＬＤｉｃｅ＝１－
２Σ
Ｎ

ｉ＝１
ｙｉｙ^ｉ

Σ
Ｎ

ｉ＝１
ｙｉ＋Σ

Ｎ

ｉ＝１
ｙ^ｉ

（５）

　　最终，构建了带平衡权重 λ的联合损失函数，可
表达为：

　　ＬＴｏｔａｌ＝λＬＢＣＥ＋（１－λ）ＬＤｉｃｅ （６）

１．４　模型训练
　　使用Ｐｙｔｈｏｎ３．７编程语言、Ｐｙｔｏｒｃｈ１．７．１框架在
ＮＶＩＤＩＡＴｅｓｌａＶ１００ＧＰＵ上的 Ｌｉｎｕｘ服务器系统（Ｃｅｎｔ
Ｏｓ８．０）下运行模型。
　　ＭＭＡＥＮｅｔ的训练分为两步。第一步为 Ｆ２Ｄ、Ｆ３Ｄ
的各自训练，各自提取数据集中浅层、深层特征；训练

中使用基于块的训练方式，图像块尺寸各为（２５６×
２５６）和（８×１２８×１２８），将批尺寸各设置为 ４８和 １６。
第二步为将提取特征作为输入，使用全尺寸特征图训

练Ｆｍ，将批尺寸设置为１。
　　联合损失函数中的超参数λ设置为０．４。训练中
使用 Ａｄａｍ优化算法，初始学习率设置为 ０．０００１。
ＭＲＩ图像均进行了强度和分辨率的归一化预处理，方
法为“最大最小归一化法”。训练阶段使用数据扩增
以提升模型的泛化能力，扩增方式包括随机缩放、随机

旋转、随机翻转、随机平移等。

　　可视化系统基于Ｐｙｔｈｏｎ３．７开发，利用ＱＴ５．０开
发平台进行可视化界面的构建。

１．５　评价指标
　　依据混淆矩阵的定义，以 ＥＴＰ、ＥＴＮ、ＥＦＰ、ＥＦＮ各代

表真阳性、真阴性、假阳性、假阴性区域像素点的数量，

进而引入了 Ｄｉｃｅ相似系数（ｄｉｃｅｓｉｍｉｌａｒｉｔｙｃｏｅｆｆｉｃｉｅｎｔ，
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ＤＳＣ）、Ｆ２得分（Ｆ２ｓｃｏｒｅ，Ｆ２）、灵敏度（ｓｅｎｓｉｔｉｖｉｔｙ，
ＳＥＮ）、精确率（ｐｒｅｃｉｓｉｏｎ，ＰＲＥ）、Ｊａｃｃａｒｄ相似系数
（Ｊａｃｃａｒｄｓｉｍｉｌａｒｉｔｙｃｏｅｆｆｉｃｉｅｎｔ，ＪＳＣ）等评价指标。各指
标的取值范围均为０～１，值越大代表模型分割的效果
越好。

　　ＤＳＣ是掩膜相似度指标，可对预测图像与真实标
签像素点之间的相似程度进行度量。ＤＳＣ通过评估两
集合的重叠部分面积与总面积的比例以描述其相似程

度，其计算公式为：

　　ＤＳＣ＝
２ ａ ｂ

ａ ＋ ｂ
（７）

其中， ａ和 ｂ分别代表按照算法分割的图像区域集

合和金标准的集合，ＤＳＣ值越大代表模型分割区域与
真实区域的拟合程度越好。

　　Ｆｓｃｏｒｅ是权衡 ＳＥＮ和 ＰＲＥ的综合指标，其中
ＳＥＮ越高代表漏诊率越低，ＰＲＥ越高代表误诊率越
低。本文旨在确保一定诊断准确率的前提下尽可能降

低临床漏诊率，即在确保ＰＲＥ值尚可的前提下确保高
ＳＥＮ值［７］。因此，本文将 β设置为 ２，Ｆ２的定义可表
达为

　　Ｆ２＝５·
ＰＲＥ·ＳＥＮ

（４·ＰＲＥ）＋ＳＥＮ
（８）

　　ＳＥＮ、ＰＲＥ、ＪＳＣ等指标的计算均基于混淆矩阵，可
各自表达为

　　ＳＥＮ＝
ＥＴＰ

ＥＴＰ＋ＥＦＮ
（９）

　　ＰＲＥ＝
ＥＴＰ

ＥＴＰ＋ＥＦＰ
（１０）

　　ＪＳＣ＝
ＥＴＰ

ＥＴＰ＋ＥＦＮ＋ＥＦＰ
（１１）

２　结果

２．１　各维度方法的分割性能比较
　　为验证 ２Ｄ、３Ｄ和 ２．５Ｄ这三种维度方法的有效
性，在标记的ＡＩＳ数据集（训练集１７１例、测试集４３例）
上进行了比较研究，结果表明：相较于２Ｄ、３Ｄ网络，融
合了２Ｄ和３Ｄ特征的２．５Ｄ方法（ＭＭＡＥＮｅｔ）在各项
评价指标上均可取得最优异的分割性能。详见表１、
图３。
　　对各维度方法的分割结果进行可视化渲染，旨在
直观比较各种方法的分割性能，结果如图 ４所示。
２Ｄ、３Ｄ方法的分割效果较差，表现为错误分割区域较
多、分割细节表现较差。２．５Ｄ方法的分割轮廓与金标
准最为接近，实现了更高的分割精度。

表１　各维度方法的分割性能比较 （％）

方法 ＤＳＣ Ｆ２ ＳＥＮ ＰＲＥ ＪＳＣ
２Ｄ ８０．７６ ８１．０２ ８０．３６ ８３．７６ ６６．８５
３Ｄ ７８．３８ ８２．００ ８３．５３ ７６．４１ ６４．２４

２．５Ｄ（ＭＭＡＥＮｅｔ） ８１．２５ ８３．８８ ８４．８２ ８０．３０ ６７．６０
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图３　各维度方法的分割性能比较

２．２　与经典方法和既往研究的分割性能比较
　　在同等数据下（训练集１７１例、测试集４３例），引
入 ＵＮｅｔ、ＲｅｓＵＮｅｔ、ＤｅｎｓｅＵＮｅｔ、ＡｔｔｅｎｔｉｏｎＵＮｅｔ和
ＳＥＴＲ等常用的经典模型，旨在证实本文模型的优越
性。结果表明：相较于其他经典方法，２．５Ｄ方法在各
项评价指标上均可取得最优异的分割性能。详见

表２。
　　在与既往脑卒中分割方法的比较中，２．５Ｄ方法的
分割性能指标均优于既往研究。详见表３。

表２　与经典方法的分割性能比较 （％）

方法 ＤＳＣ Ｆ２ ＳＥＮ ＰＲＥ ＪＳＣ

ＵＮｅｔ［１０］ ５９．３７ ６２．１７ ６０．７５ ６８．５７ ５０．７７

ＲｅｓＵＮｅｔ［１１］ ６４．０５ ６５．０８ ６３．１１ ７４．３６ ５４．３３

ＤｅｎｓｅＵＮｅｔ［１２］ ６７．２７ ６６．１２ ６４．１５ ７５．３５ ５５．７８

ＡｔｔｅｎｔｉｏｎＵＮｅｔ［１３］ ６１．７８ ６２．２０ ６０．５５ ６９．７８ ５１．１１

ＳＥＴＲ［１４］ ６２．８３ ６２．７０ ６１．０８ ７０．１７ ５２．２７
２．５Ｄ（ＭＭＡＥＮｅｔ） ８１．２５ ８３．８８ ８４．８２ ８０．３０ ６７．６０

表３　与既往研究的性能比较 （％）

文献 数据集 维度 ＤＳＣ ＳＥＮ ＰＲＥ ＪＳＣ

ＢＡＹＲＡＭ［２１］ ＩＳＬＥＳ２０１７ ２Ｄ ７６．６０   ６２．１０

ＳＨＩＮ［２２］ ＡＴＬＡＳ ２Ｄ ５９．２０   ４５．５０

ＳＯＬＴＡＮＰＯＵＲ［２３］ＩＳＬＥＳ２０１８ ３Ｄ ６８．００   ５７．１３

ＸＵＥ［２４］ ＡＴＬＡＳ ２．５Ｄ５４．００   

ＫＵＡＮＧ［２５］ 临床收集 ２Ｄ ７０．６０   
２．５Ｄ（ＭＭＡＥＮｅｔ）临床收集 ２．５Ｄ８１．２５ ８４．８２ ８０．３０ ６７．６０
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各列：示原图、金标准、２Ｄ方法分割结果、３Ｄ方法分割结果和２．５Ｄ方法分割结果；各行：示不同的典型病例
图４　各种分割方法的掩膜图比较

２．３　可视化系统的开发
　　为提升本文方法的实践和推广能力，我们还创新
性地开发了可视化自动分割系统。本系统为可独立执

行的ｅｘｅ格式软件，对运行环境的要求较低，有较好的
可移植性。用户仅需导入待分割的图像，并设置所需

的分割方法（包括经典或改良方法）和分割维度（包括

２Ｄ、３Ｄ或２．５Ｄ）即可完成所需分割任务。系统预设
了先进的分割方法，便利的操作过程和规范的输出结

果可实现临床诊治自动化。

　　系统的主要功能包括图像导入、方法和维度选
择、结果展示和结果保存等。各步骤的系统界面如

图５所示。

３　讨论

　　脑重点区域的标记和分割是临床研究的重要依
据。如在ＡＩＳ患者中，正确的治疗依赖于测量梗死核
心体积和评估可挽救组织［２６－２７］。针对脑 ＭＲＩ影像中
的微小病灶，本文基于２Ｄ３Ｄ特征融合的理念提出了
一种新的２．５Ｄ分割方法ＭＭＡＥＮｅｔ，取得了较好的分
割性能，可在 ＡＩＳ诊治的临床实践中发挥重要作用。
ＭＭＡＥＮｅｔ是首次针对 ＡＩＳ分割数据设计的２．５Ｄ融
合分割模型，并在与各维度方法、经典方法和先进方法

的比较后证实了其优势。

５７５　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　　 　　　　　　陆军军医大学学报，２０２３，４５（６）
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Ａ：待分割图像的导入：支持ＮＩＩ／ＤＣＭ／ＪＰＧ／ＰＮＧ等格式图像的导入；Ｂ：分割方法和维度选择：分割方法包括经典方法（ＵＮｅｔ）
和改良方法（ＭＭＡＥＮｅｔ），分割维度包括２Ｄ、３Ｄ和２．５Ｄ维度；Ｃ：分割结果的运行和展示：包含分割标签的大小、部位、面积等
详细信息；Ｄ：分割结果的保存：支持ＮＩＩ／ＤＣＭ／ＪＰＧ／ＰＮＧ等格式图像的导出，可为患者后续诊治提供决策支持

图５　医学图像多维度分割的可视化系统展示

　　在各维度方法的有效性比较中，融合了２Ｄ和３Ｄ
特征的２．５Ｄ方法在各项评价指标上均可取得最优异
的分割性能，这表明了融合特征以利用综合信息的有

效性。关于２Ｄ和３Ｄ特征的应用策略，既往研究缺乏
明确清晰的临床指南。脑 ＭＲＩ图像具有密集的片内
分辨率和稀疏的片间分辨率，因此可被视为 ２．５Ｄ数
据［２８－２９］，这为 ２Ｄ、３Ｄ特征融合提供了理论依据。本
文提出了一种融合２Ｄ、３Ｄ卷积特征的深度学习网络
框架，旨在高效地从不同维度捕获并融合信息。

ＭＭＡＥＮｅｔ集成了多个骨干网络和分割策略，进而产
生了更为稳健的分割结果。基于多维度视角，此方法

可在临床实践中显示出较大的潜力。

　　在各经典方法的有效性比较中，融合了２Ｄ和３Ｄ
特征的２．５Ｄ方法在各项评价指标上均可取得最优异

的分割性能。在 ＵＮｅｔ网络的基础上，本文还引入了
残差模块、ＳＥ模块、ＲＡＳＰＰ模块和联合损失函数等多
种改良策略。在特征提取过程中，残差模块可规避梯

度消失及梯度爆炸问题，有效提升模型收敛速度并降

低过拟合风险；而 ＳＥ模块可增强模型对微小病灶的
特征提取能力［３０－３１］。在特征融合过程中，ＲＡＳＰＰ模
块有利于在维持特征图尺寸不变的前提下扩大感受

野，增强多尺度特征的融合能力［３２］。本文还针对微小

病灶的分割难点设计了带权重的联合损失函数则针对

微小病灶的分割难点而实施。相较于在区域上进行不

平衡评分，联合损失函数利用了区域间界面的积分，可

有效解决高度不平衡场景下的分割问题。联合损失函

数不仅可显著提升分割性能，而且可有效提升训练稳

定性。

６７５ 　　　　　　　　　　　　　　陆军军医大学学报，２０２３，４５（６）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　



　　在与既往研究的性能比较中，针对难以识别的微
小病灶，本文所提方法获得了更优异的分割性能，更接

近人类专家的准确度水平。ＢＡＹＲＡＭ等［２１］在缺血性

卒中病变分割（ｉｓｃｈｅｍｉｃｓｔｒｏｋｅｌｅｓｉｏｎｓｅｇｍｅｎｔａｔｉｏｎ，
ＩＳＬＥＳ）挑战２０１７数据集上尝试了多种分割网络和损
失函数的组合，在 ＡｔｔｅｎｔｉｏｎＵＮｅｔ主干和 ＩｏＵ损失函
数上实现了最佳的预测性能，获得了７６．６％的ＤＳＣ和
６２．１％的 ＪＳＣ。ＳＨＩＮ等［２２］在卒中后病灶解剖追踪

（ａｎａｔｏｍｉｃａｌｔｒａｃｉｎｇｓｏｆｌｅｓｉｏｎｓａｆｔｅｒｓｔｒｏｋｅ，ＡＴＬＡＳ）数
据集的分割任务中提出了一种 ｅＵＮｅｔ模型，其使用
全局特征注意力模块提升分割性能，并大幅降低了

可训练参数量，获得了 ５９．２％的 ＤＳＣ和 ４５．５％的
ＪＳＣ。ＳＯＬＴＡＮＰＯＵＲ等［２３］在 ＩＳＬＥＳ２０１８数据集上提
出了一种名为 ＭｕｔｉＲｅｓＵＮｅｔ的深度学习网络，对 ＡＩＳ
病变图像进行了增强和丰富，并取得了６８％的 ＤＳＣ和
５７．１３％的ＪＳＣ。为联用冠状位、矢状位、水平位等多种
层面的信息，ＸＵＥ等［２４］提出了九个端对端ＵＮｅｔ以执
行ＡＩＳ分割，取得了５４％的ＤＳＣ。ＫＵＡＮＧ等［２５］在２Ｄ
维度提出了一种多路径上下文生成对抗网络（ｍｕｌｔｉ
ｐａｔｈｃｏｎｔｅｘｔｕａｌｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋ，ＭＰＣ
ＧＡＮ），旨在定量评估 ＡＩＳ患者预后，获得了７０．６％的
ＤＳＣ，且与手动测量结果有较高的相关性。虽然这些
比较在数据来源、参数设置和训练环境等方面存在差

异，但仍可在一定程度上揭示本文方法的优异性。

　　随着互联网信息技术的进步和人工智能技术的发
展，医学图像分析领域亦迎来了数字化革命。既往医

学图像分割的相关研究均着眼于方法层面，并未考虑

深度学习方法在临床中的应用便利程度。为打通方法

学研究和临床实践之间的障碍，本文还开发了用于医

学图像多维度分割的可视化系统平台。在应用过程

中，临床医师无需学习繁琐的代码和复杂的原理，仅需

简单操作即可实现医学图像的自动化分割操作，进而

有效提高临床诊治的效率。因此，本文方法不仅可完

善深度学习在医学图像分割领域中的方法学研究，而

且为方法的临床实践和推广提供了有效支持，具有较

高的应用价值。

　　本研究仍存在一定局限性。首先，本文仅在脑部
执行ＭＲＩ图像分割，有待于继续推广至其他部位或其
他医学成像模态。其次，将２Ｄ和３Ｄ维度进行特征融
合可能带来较大的内存消耗，有待于进一步改良运行

效率。最后，本文仅纳入了ＡＩＳ临床数据集进行研究，
有待于未来纳入更多来源数据集以验证方法的泛化性

和稳健性。

　　综上所述，为准确识别和分割脑 ＭＲＩ影像中的微
小病灶，本文使用２Ｄ３Ｄ特征融合的理念设计了２．５Ｄ

方法ＭＭＡＥＮｅｔ，其中包含了ＳＥ模块、ＲＡＳＰＰ模块和
联合损失函数等用于提升分割性能的策略。在ＡＩＳ临
床数据集上，ＭＭＡＥＮｅｔ取得了 ８１．２５％的 ＤＳＣ和
８４．８２％的 ＳＥＮ，优于多种经典方法和既往研究的性
能，具有较强的竞争力。本文还开发了微小病灶分割

的可视化决策支持系统，为 ＡＩＳ疾病的诊治指导提供
了有效的解决方案。
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２０２２．１０５７８１．

［３２］ＷＡＮＧＪＫ，ＬＶＰＱ，ＷＡＮＧＨＹ，ｅｔａｌ．ＳＡＲＵＮｅｔ：
ｓｑｕｅｅｚｅａｎｄｅｘｃｉｔａｔｉｏｎｂｌｏｃｋａｎｄａｔｒｏｕｓｓｐａｔｉａｌｐｙｒａｍｉｄｐｏｏｌｉｎｇ
ｂａｓｅｄｒｅｓｉｄｕａｌＵＮｅｔｆｏｒａｕｔｏｍａｔｉｃｌｉｖｅｒｓｅｇｍｅｎｔａｔｉｏｎｉｎＣｏｍ
ｐｕｔｅｄＴｏｍｏｇｒａｐｈｙ［Ｊ］．ＣｏｍｐｕｔＭｅｔｈｏｄｓＰｒｏｇｒａｍｓＢｉｏｍｅｄ，
２０２１，２０８：１０６２６８．ＤＯＩ：１０．１０１６／ｊ．ｃｍｐｂ．２０２１．１０６２６８．

（收稿：２０２２１２２８；修回：２０２３０１１５）

（编辑　邓强庭）

８７５ 　　　　　　　　　　　　　　陆军军医大学学报，２０２３，４５（６）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　




