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空间双线性注意力网络识别溃疡性结肠炎与克罗恩病
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　　［摘要］　目的　利用深度学习技术辅助内镜医师识别溃疡性结肠炎（ｕｌｃｅｒａｔｉｖｅｃｏｌｉｔｉｓ，ＵＣ）与克罗
恩病（Ｃｒｏｈｎ’ｓｄｉｓｅａｓｅ，ＣＤ）。方法　收集２０１８年１月至２０２０年１１月陆军特色医学中心消化内科与邵
逸夫医院消化内科共１５７６例受试者的内镜图像，包括 ＣＤ、ＵＣ与正常三类共计３４３００幅，并按照９∶１
的比例随机划分训练集与测试集，用于对网络进行训练与测试。在ＲｅｓＮｅｔ５０基础上构建新颖的空间双
线性深度网络（ＳＡＢＡＲｅｓＮｅｔ），引入空间注意机制，通过膨胀卷积扩大感受野以联系上下文信息，并与
普通卷积局部归纳特性相配合，自适应聚焦病变区域。利用双线性注意提高网络的特征表示能力，以二

阶信息加权特征映射的通道信息，从而提高模型的分类性能。结果　ＳＡＢＡＲｅｓＮｅｔ在测试集上对 ＣＤ、
ＵＣ和正常识别的总体准确率为９２．６７％（９５％ＣＩ：９１．９１～９３．３７），ＡＵＣ分别为０．９７８（９５％ＣＩ：０．９７２～
０．９８３）、０．９７７（９５％ＣＩ：０．９７１～０．９８２）和 ０．９９９（９５％ＣＩ：０．９９８～１．０００），灵敏度分别为 ８８．４０％、
８９．０７％、９８．８９％，特异性分别为９５．４９％、９４．８８％、９８．９３％，Ｆ１值分别为８８．８０％、８９．０１％和９８．６０％。
消融实验与类激活映射图表明空间注意与双线性注意可帮助模型捕获更多病变区域的特征。结论　所
构建的网络将空间注意与双线性注意相结合，在ＣＤ、ＵＣ与正常的识别中取得了良好的性能，可以有效
辅助内镜医师对ＵＣ与ＣＤ进行识别。
　　［关键词］　 炎症性肠病；深度学习；溃疡性结肠炎；克罗恩病
　　［中图法分类号］　Ｒ３１９；Ｒ４４７；Ｒ５７４．６２ ［文献标志码］　Ａ
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　　炎症性肠病（ｉｎｆｌａｍｍａｔｏｒｙｂｏｗｅｌｄｉｓｅａｓｅ，ＩＢＤ）包
括溃疡性结肠炎（ｕｌｃｅｒａｔｉｖｅｃｏｌｉｔｉｓ，ＵＣ）和克罗恩病
（Ｃｒｏｈｎ’ｓｄｉｓｅａｓｅ，ＣＤ），是由遗传、环境、免疫和微生
物因素相互作用引起的慢性胃肠道炎症性疾病。ＩＢＤ
具有遗传倾向且不可治愈，还将增加患结直肠癌的风

险［１］。作为一种多系统疾病，除胃肠道外，ＩＢＤ还会影
响肌肉骨骼、眼部和皮肤系统［２］，严重影响了患者的

生活质量。２１世纪以来，受环境因素影响，亚洲国家
ＩＢＤ的发病率和流行率逐渐增高［３］。由于 ＵＣ和 ＣＤ
在治疗策略、预后、综合评估和临床护理等方面存在较

大差异，因此，针对两者的精准识别对于临床治疗决策

的制定以及提高预后具有重要意义。

　　内镜检查在 ＩＢＤ的诊断、治疗和随访监测中起着
至关重要的作用，可用于鉴别 ＵＣ和 ＣＤ，识别病变的
严重程度及范围［４］，但其鉴别过程主要依靠内镜医师

的经验与水平，当 ＣＤ病变仅累及结肠时，易混淆为
ＵＣ。此外，内镜医师长时间的工作疲劳也在一定程度
上影响了ＵＣ与ＣＤ的识别准确性。
　　人工智能技术的发展改变了临床医师和研究人员
处理与分析大数据集的方式。已有一些研究探索了人

工智能在ＩＢＤ亚型分类中的应用，在一项对５９例 ＣＤ
患者、２６例ＵＣ患者和４２例健康对照者的横断面研究
中，ＳＭＯＬＡＮＤＥＲ等［５］将深度信念网络和支持向量机

应用于基因表达数据集，对ＣＤ与ＵＣ的总准确率可达
（９５．７１±０．２１）％。ＴＯＮＧ等［６］在一项回顾性队列研究

中，收集了 ８７５例 ＣＤ患者、５１２８例 ＵＣ患者以及
３９６例肠结核患者的内镜图像的文本描述，通过随机
森林和卷积神经网络（ＣＮＮｓ）进行识别，ＲＦ和ＣＮＮｓ诊
断ＵＣ／ＣＤ的精确度分别为 ０．９７／０．６５和 ０．９９／０．８７。
相比于基因表达与文本信息，图像可以更加直观地展

现病变特点并具有无限细粒度的特性，包含了更加丰

富的语义信息。ＷＡＮＧ等［７］开发了 ＲｅｓＮｅＸｔ１０１网络

用于识别ＣＤ、ＵＣ和正常３种内镜图像，总体准确率为
９２．０４％，其性能优于大多数临床医师，展现了深度学
习在ＩＢＤ亚型辅助诊断中的应用潜力。
　　ＣＤ和ＵＣ的病灶区域在内镜图像上呈现弥散状，
在很多情况下具有较强的相似性，如何使深度学习模

型更加聚焦于任务相关的高贡献区域，同时避免背景

噪声的影响，是提高识别性能的关键因素。本研究基

于ＲｅｓＮｅｔ５０网络基础，提出 ＳＡＢＡＲｅｓＮｅｔ网络，通过
引入空间注意机制，加强对病灶区域的特征提取，引入

双线性注意模块，在捕获二阶统计信息的同时，建立了

二阶局部与全局特征之间的相互依赖性，加强了网络

对关键特征的识别能力，有利于提升模型的分类性能。

１　材料与方法

１．１　数据集构建
　　收集２０１８年１月至２０２０年１１月期间，陆军特色
医学中心消化内科与浙江大学邵逸夫医院消化内科共

１５７６例受试者的 ３４３００张内镜图像，其中 ＣＤ患者
５５６例，ＵＣ患者 ６５８例，正常 ３６２例。本研究经过陆
军特色医学中心伦理委员会的批准（２０２１２８５）。
　　本研究按９∶１的比例将数据集随机划分为训练集
与测试集，其中训练集和测试集分别有 ２９４１４张和
４８８６张内镜图像。具体的数据来源分布与数据集的
划分见表１。

表１　数据来源与数据集划分（张）

数据来源 ＣＤ ＵＣ 正常 总计

陆军特色医学中心 １０９３ ３３７９ １２６８９ １７１６１

邵逸夫医院 ９６７０ ７４６９ ０ １７１３９

训练集 ９３１５ ９３０２ １０７９７ ２９４１４

测试集 １４４８ １５４６ １８９２ ４８８６

总计 １０７６３ １０８４８ １２６８９ ３４３００

８２２ 　　　　　　　　　　　　　　陆军军医大学学报，２０２３，４５（３）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　



１．２　整体网络结构
　　ＳＡＢＡＲｅｓＮｅｔ结构如图 １所示，主干网络为
ＲｅｓＮｅｔ５０，其主体有一个茎（Ｓｔｅｍ）和４个阶段，茎中包
括一个 ７×７卷积层（Ｃｏｎｖｏｌｕｔｉｏｎ），一个批归一化层
（ＢａｔｃｈＮｏｒｍ），一个ＲｅＬＵ激活函数和一个最大池化层
（Ｍａｘｐｏｏｌ），而每个阶段中包括一个下采样模块
（Ｂｏｔｔｌｅｎｅｃｋ Ｄｏｗｎｓａｍｐｌｅ）和 若 干 个 残 差 模 块
（Ｂｏｔｔｌｅｎｅｃｋ）。在前３个阶段输出后，引入ＳＡ模块，而
在最后一个阶段输出后，引入ＢＡ模块，最后经过平均
池化层（Ａｖｇｐｏｏｌ）与全连接层（ＦＣ）后输出３种类别的
概率分数。

１．３　空间注意模块
　　空间注意模块的结构如图２所示，若空间注意模

块的输入特征为 ＦＳＡｉｎｐｕｔ＝瓗
Ｃｉ×Ｈｉ×Ｗｉ，其中 Ｃｉ、Ｈｉ和 Ｗｉ分

别为第ｉ阶段的通道、高度和宽度。ＦＳＡｉｎｐｕｔ首先由 １×１

卷积进行通道降维以减少计算量，得到大小为瓗
Ｃｉ×Ｈｉ×Ｗｉ

的中间特征，其中ｒ为降维因子，实验中设置为４。随
后利用３×３的普通卷积和膨胀卷积共同编码空间信
息，膨胀卷积［８］具有更大的感受野，可有效利用上下

文信息，对弥漫状病灶有更好的辨别能力，而普通卷积

结构紧凑，用以捕获局部细节信息，对散发状病灶适应

性更强，随后两个分支均由３×３卷积将通道维度压缩

至１，得到的空间映射分别为 Ｍ１∈瓗
１×Ｈｉ×Ｗｉ和 Ｍ２∈

瓗
１×Ｈｉ×Ｗｉ，其计算如下：

　　Ｍ１＝Ｃｏｎｖ３×３（Ｃｏｎｖ
ｄ＝１
３×３（Ｃｏｎｖ１×１（Ｆ

ＳＡ
ｉｎｐｕｔ））） （１）

　　Ｍ２＝Ｃｏｎｖ３×３（Ｃｏｎｖ
ｄ＝２
３×３（Ｃｏｎｖ１×１（Ｆ

ＳＡ
ｉｎｐｕｔ））） （２）

　　其中Ｃｏｎｖ（·）为卷积运算，ｄ为膨胀因子，ｄ＝１
时为普通卷积。通过平均池化加入原始输入 ＦＳＡｉｎｐｕｔ的
空间信息，并与Ｍ１、Ｍ２沿通道维度拼接得到的特征映

射为ＭＳ∈瓗
３×Ｈｉ×Ｗｉ。最终，采用 ５×５卷积与激活函数

生成空间注意映射 Ａ∈瓗
１×Ｈｉ×Ｗｉ，计算过程如式（３）和

（４）所示：
　　ＭＳ＝Ｃｏｎｃａｔ（Ｍ１，Ｍ２，Ａｖｇ（Ｆ

ＳＡ
ｉｎｐｕｔ）） （３）

　　Ａ＝Ｓｉｇ（Ｃｏｎｖ５×５（ＭＳ）） （４）
　　其中Ａｖｇ（·）为平均池化，Ｓｉｇ（·）为 Ｓｉｇｍｏｉｄ激
活函数，Ｃｏｎｃａｔ（·）为拼接操作。生成的空间注意映
射Ａ与ＦＳＡｉｎｐｕｔ进行元素级相乘后再与 Ｆ

ＳＡ
ｉｎｐｕｔ相加得到

ＦＳＡｏｕｔｐｕｔ∈瓗
Ｃｉ×Ｈｉ×Ｗｉ，以此作为下一个阶段的输入，计算过

程如式（５）所示：
　　ＦＳＡｏｕｔｐｕｔ＝（ＡＦ

ＳＡ
ｉｎｐｕｔ）Ｆ

ＳＡ
ｉｎｐｕｔ （５）

图１　ＳＡＢＡＲｅｓＮｅｔ整体网络结构

图２　空间注意模块详细结构与特征映射变化

９２２　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　　 　　　　　　陆军军医大学学报，２０２３，４５（３）



图３　双线性注意模块详细结构与特征映射变化

１．４　双线性注意模块
　　双线性注意模块结构如图３所示，设双线性注意

模块的输入特征图为 ＦＢＡｉｎｐｕｔ∈瓗
Ｃｉ×Ｈｉ×Ｗｉ，设在空间（ｍ，

ｎ）位置的向量为 ｘ∈瓗
Ｃｉ，其中 ｍ∈｛１，２……，Ｈｉ｝，

ｎ∈｛１，２……，Ｗｉ｝，Ｆ
ＢＡ
ｉｎｐｕｔ首先由１×１卷积进行通道降维

得到瓗
Ｃｉ×Ｈｉ×Ｗｉ大小的中间特征，双线性算子可实现为：

　　 （６）

　　其中 θ（ｘ）∈瓗Ｃ
～

，Ｃ
～
＝Ｃｉ／ｋ，ｋ为通道降维因子。此

时Ｙ是一个对称矩阵，为了减少特征冗余，取 Ｙ的上

三角区域再向量化可将通道维度从Ｃ
～
２减少到 Ｃ

～
×（Ｃ

～
＋

１）／２，如式（７）所示：
　　Ｂｕ（珔ｘ）＝Ｖｅｃ（Ｔｒｉｕ（珔ｘ珔ｘＴ）） （７）
　　其中Ｔｒｉｕ（·）和Ｖｅｃ（·）分别代表上矩阵三角区
域提取与向量化操作。Ｂｉ（·）运算后得到的中间特

征为 Ｕ∈瓗
（Ｃ
～
×（Ｃ
～
＋１）／２）×Ｈｉ×Ｗｉ，Ｕ中的向量 ｘ^包含了珔ｘ的二

阶信息。与ＳＥ模块中的挤压激励相似，Ｕ经全局平均
池化后由１×１卷积将通道维度降低至与输入特征的
通道维度一致，全局信息与局部特征建立相互依赖联

系之后，可自适应地重新加权二阶特征响应，最终由

Ｓｉｇｍｏｉｄ函数激活，通道注意映射与 ＦＢＡｉｎｐｕｔ进行元素级

相乘得到ＦＢＡｏｕｔｐｕｔ∈瓗
Ｃｉ×Ｈｉ×Ｗｉ，计算过程如式（８）所示。

　ＦＢＡｏｕｔｐｕｔ＝Ｓｉｇ（Ｃｏｎｖ１×１（Ａｖｇ（Ｕ））Ｃｏｎｖ１×１（Ｕ））ＦＢＡｉｎｐｕｔ （８）
１．５　实施细节与评价指标
　　在训练过程中，为了增强图像的多样性，在原始图

像上随机裁剪２２４×２２４大小的区域作为模型的输入，
而在测试时，将原始图像缩放到 ２５６×２５６大小，然后
中心裁剪 ２２４×２２４大小的区域作为输入。对于对比
模型中的 ＩｎｃｅｐｔｉｏｎＶ４网络，图像缩放到 ３２０×３２０大
小，网络输入尺寸为 ３００×３００。为了增强模型的泛化
性同时避免过拟合，采用了随机水平和随机垂直翻转

的数据增强策略，执行概率设置为 ０．３。模型的初始
学习率设置为０．０１，一共经过５０个 ｅｐｏｃｈ迭代，每１０
个ｅｐｏｃｈ学习率降低０．１倍。采用交叉熵损失函数与
随机梯度下降（ｓｔｏｃｈａｓｔｉｃｇｒａｄｉｅｎｔｄｅｓｃｅｎｔ，ＳＧＤ）优化
器进行参数优化，ＳＧＤ中的ｍｏｍｅｎｔｕｍ和ｗｅｉｇｈｔ＿ｄｅｃａｙ
分别设置为０．９和１×１０－４，采用迁移学习策略，所有模
型均使用了在 ＩｍａｇｅＮｅｔ数据集上的预训练参数。实
验使用Ｐｙｔｏｒｃｈ框架，并在两块 ＮＶＩＤＩＡＱｕａｄｒｏＧＶ１００
３２Ｇ显卡上完成模型的训练与测试。
　　总体ＡＣＣ＝ＴＮａｌｌ／Ｎ （９）
　　ＡＣＣ＝（ＴＰ＋ＴＮ）／Ｎ （１０）
　　ＳＥＮ＝ＴＰ／（ＴＰ＋ＦＮ） （１１）
　　ＳＰＥ＝ＴＮ／（ＴＮ＋ＦＰ） （１２）
　　ＰＰＶ＝ＴＰ／（ＴＰ＋ＦＰ） （１３）
　　ＮＰＶ＝ＴＮ／（ＴＮ＋ＦＮ） （１４）

　　Ｆ１＝２×
Ｒｅｃａｌｌ×Ｐｒｅｃｉｓｉｏｎ
Ｒｅｃａｌｌ＋Ｐｒｅｃｉｓｉｏｎ

（１５）

　　使用总体准确率（ａｃｃｕｒａｃｙ，ＡＣＣ）、单分类 ＡＣＣ、
灵敏度（ｓｅｎｓｉｔｉｖｉｔｙ，ＳＥＮ）、特异性（ｓｐｅｃｉｆｉｃｉｔｙ，ＳＰＥ）、
阳性预测值（ｐｏｓｉｔｉｖｅｐｒｅｄｉｃｔｉｖｅｖａｌｕｅ，ＰＰＶ）、阴性预测
值（ｎｅｇａｔｉｖｅｐｒｅｄｉｃｔｉｖｅｖａｌｕｅ，ＮＰＶ）与 Ｆ１值全方位评
估模型的性能。所有指标的计算如式（９）～（１５）所
示，其中Ｎ代表所有测试集所有样本，ＴＮａｌｌ为所有计

０３２ 　　　　　　　　　　　　　　陆军军医大学学报，２０２３，４５（３）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　



算正确的样本，ＴＰ、ＦＰ、ＴＮ和 ＦＮ分别表示真阳性、假
阳性、真阴性和假阴性的样本数。

２　结果

２．１　通道降维因子ｋ的影响
　　首先探索 ＢＡ模块中通道降维因子 ｋ的影响，由
于ＲｅｓＮｅｔ５０网络最后一个阶段输出特征的通道数为
２０４８，因而设置ｋ分别取 ４、８、１６和 ３２时，降维后的
通道分别为５１２、２５６、１２８和６４，降维后的通道数目越
多，执行双线性运算时涵盖的二阶信息越多，但计算成

本开销也更大。结果显示，ｋ取１６时模型取得最高的
识别性能（图４）。因此，本研究将ｋ设置为１６。
２．２　模型对比
　　在训练集上进行１０折交叉验证用以确定模型训
练过程中所有的超参数，交叉验证的总体准确率为

９２．４６％（９５％ＣＩ：９２．１６～９２．７６），ＣＤ、ＵＣ和正常的
ＡＵＣ分别为 ０．９７７（９５％ＣＩ：０．９７５～０．９７９）、０．９７２
（９５％ＣＩ：０．９６９～０．９７４）与０．９９８（９５％ＣＩ：０．９９８～

０．９９９）。为了验证所提出方法的有效性，将 ＳＡＢＡ
ＲｅｓＮｅｔ与 ＶＧＧ１９、ＲｅｓＮｅｔ３４、ＩｎｃｅｐｔｉｏｎＶ４、ＳＥＲｅｓＮｅｔ５０
和ＤｅｎｓｅＮｅｔ１２１等模型在测试集上进行性能比较，结果
见表２。显然ＳＡＢＡＲｅｓＮｅｔ具有明显的优势，总体准确
率达到９２．６７％（９５％ＣＩ：９１．９１～９３．３７），ＣＤ、ＵＣ和正常
的单分类准确率分别为９３．３９％、９３．０４％和９８．９２％。
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图４　通道降维因子ｋ的影响

表２　ＳＡＢＡＲｅｓＮｅｔ与经典卷积神经网络模型的指标对比（％）

指标 ＶＧＧ１９ ＲｅｓＮｅｔ３４ ＩｎｃｅｐｔｉｏｎＶ４ ＳＥＲｅｓＮｅｔ５０ ＤｅｎｓｅＮｅｔ１２１ ＳＡＢＡＲｅｓＮｅｔ

总体ＡＣＣ ９０．７９ ９１．６７ ９２．１８ ９２．２４ ９２．２６ ９２．６７

ＣＤ

　ＡＣＣ ９１．７１ ９２．５１ ９３．０２ ９２．９２ ９３．０２ ９３．３９

　ＳＥＮ ８７．０２ ８７．７８ ８７．９１ ８８．１２ ８９．３０ ８８．４０

　ＳＰＥ ９３．６９ ９４．５０ ９５．１７ ９４．９４ ９４．５９ ９５．４９

　ＰＰＶ ８５．３１ ８７．０５ ８８．４６ ８８．００ ８７．４２ ８９．２０

　ＮＰＶ ９４．４９ ９４．８３ ９４．９２ ９４．９９ ９５．４５ ９５．１３

　Ｆ１ ８６．１５ ８７．４１ ８８．１９ ８８．０６ ８８．３５ ８８．８０

ＵＣ

　ＡＣＣ ９１．４７ ９２．１０ ９２．８２ ９２．７３ ９２．８２ ９３．０４

　ＳＥＮ ８５．５８ ８７．２６ ８８．４２ ８８．１６ ８７．１３ ８９．０７

　ＳＰＥ ９４．１９ ９４．３４ ９４．８５ ９４．８５ ９５．４５ ９４．８８

　ＰＰＶ ８７．２１ ８７．７１ ８８．８２ ８８．７９ ８９．８６ ８８．９５

　ＮＰＶ ９３．３８ ９４．１２ ９４．６５ ９４．５４ ９４．１２ ９４．９４

　Ｆ１ ８６．３９ ８７．４８ ８８．６２ ８８．４８ ８８．４７ ８９．０１

正常

　ＡＣＣ ９８．４０ ９８．７３ ９８．５３ ９８．８３ ９８．６９ ９８．９２

　ＳＥＮ ９７．９４ ９８．２６ ９８．５２ ９８．７３ ９８．７３ ９８．８９

　ＳＰＥ ９８．７０ ９９．０３ ９８．５３ ９８．９０ ９８．６６ ９８．９３

　ＰＰＶ ９７．９４ ９８．４６ ９７．６９ ９８．２６ ９７．９０ ９８．３２

　ＮＰＶ ９８．７０ ９８．９０ ９９．０６ ９９．２０ ９９．１９ ９９．３０

　Ｆ１ ９７．９４ ９８．３６ ９８．１１ ９８．５０ ９８．３２ ９８．６０
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图５　各模型的混淆矩阵对比

　　３个类别的灵敏度分别为 ８８．４０％、８９．０７％和
９８．８９％，特异性分别为 ９５．４９％、９４．８８％和 ９８．９３％，
Ｆ１值分别为 ８８．８０％、８９．０１％和 ９８．６０％。各模型的
混淆矩阵见图 ５，直观展示了不同模型的分类性能。
绘制 ＳＡＢＡＲｅｓＮｅｔ在测试集上的 ＲＯＣ曲线，ＣＤ、ＵＣ
和正常的ＡＵＣ分别为０．９７８（９５％ＣＩ：０．９７２～０．９８３）、
０．９７７（９５％ＣＩ：０．９７１～０．９８２）和０．９９９（９５％ＣＩ：０．９９８～
１．０００），见图６。
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图６　测试集ＲＯＣ曲线

２．３　消融实验
　　通过消融实验可以验证ＢＡ与ＳＡ模块的有效性，
实验结果见表３。与基线模型ＲｅｓＮｅｔ５０相比，ＢＡ与ＳＡ

模块分别在总体准确率上提升了０．３６％和０．４５％，而综
合ＢＡ与 ＳＡ的模型 ＳＡＢＡＲｅｓＮｅｔ总体准确率提升了
０．７３％，单分类准确率与Ｆ１值均取得最优结果。
　　借助梯度加权类激活映射（ｇｒａｄｉｅｎｔｗｅｉｇｈｔｅｄｃｌａｓｓ
ａｃｔｉｖａｔｉｏｎｍａｐｐｉｎｇ，ＧｒａｄＣＡＭ）算法［９］可以从视觉角

度解释模型做出决策的依据，展示模型所关注的区域。

利用ＧｒａｄＣＡＭ生成的类激活映射见图７。

３　讨论

　　受人类视觉系统感知过程的启发，注意力机制在
自然语言处理［１０］和计算机视觉［１１］领域得到了广泛应

用。注意力机制主要分为通道注意、空间注意以及混

合注意，经典代表分别为 ＳＥＮｅｔ网络［１２］、ＳＴＮ模型［１３］

和ＣＢＡＭ模块［１４］，其中通道注意自适应校准每一个通

道的权重，决定需要注意什么，而空间注意为一种适应

性空间区域选择，聚焦哪里需要注意，混合注意耦合了

空间注意与通道注意的优势，自适应选择重要的目标

与区域。然而，ＳＥ模块中过于简单的平均池化难以捕
获复杂的全局信息，因此，不少研究通过改进挤压激励

过程来提高网络的建模能力，如采用二阶池化［１５］、离

散余弦变换［１６］等。双线性池化最早在 ＬＩＮ等［１７］的研

究中用于特征融合，随后，双线性池化不断改进，双线

性注意应运而生。ＫＩＭ等［１８］构建了双线性注意网络

用于多模态学习，以有效地利用给定的视觉和语言信

息。ＦＡＮＧ等［１９］设计了一种新颖的双线性注意模块，

在人的检索中表现优异。
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表３　消融实验指标对比结果（％）

模型 总体ＡＣＣ ＡＣＣ ＳＥＮ ＳＰＥ ＰＰＶ ＮＰＶ Ｆ１

ＲｅｓＮｅｔ５０ ９１．９４
ＣＤ ９２．９０ ８７．７８ ９５．０６ ８８．２０ ９４．８６ ８７．９９
ＵＣ ９２．５５ ８７．８４ ９４．７３ ８８．５３ ９４．３９ ８８．１８
正常 ９８．４２ ９８．４７ ９８．４０ ９７．４９ ９９．０３ ９７．９８

ＲｅｓＮｅｔ５０＋ＢＡ ９２．３０
ＣＤ ９３．１２ ８８．７４ ９４．９７ ８８．１３ ９５．２５ ８８．４４
ＵＣ ９２．８４ ８７．８４ ９５．１５ ８９．３４ ９４．４１ ８８．５８
正常 ９８．６５ ９８．６８ ９８．６３ ９７．８５ ９９．１６ ９８．２６

ＲｅｓＮｅｔ５０＋ＳＡ ９２．３９
ＣＤ ９３．２１ ８８．８８ ９５．０３ ８８．２７ ９５．３０ ８８．５８
ＵＣ ９２．９８ ８８．１６ ９５．２１ ８９．４９ ９４．５６ ８８．８２
正常 ９８．５９ ９８．５２ ９８．６３ ９７．８５ ９９．０６ ９８．１８

ＳＡＢＡＲｅｓＮｅｔ ９２．６７
ＣＤ ９３．３９ ８８．４０ ９５．４９ ８９．２０ ９５．１３ ８８．８０
ＵＣ ９３．０４ ８９．０７ ９４．８８ ８８．９５ ９４．９４ ８９．０１
正常 ９８．９２ ９８．８９ ９８．９３ ９８．３２ ９９．３０ ９８．６０
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图７　不同数据集内镜图像类激活映射图对比

　　在利用各类医学图像构建计算机辅助诊断模型
时，注意力机制常被用来聚焦病变区域，增强关键特征

的提取能力。ＸＩＡＯ等［２０］设计了由通道注意与空间注

意并联组成的并行注意模块，在利用 ＣＴ图像诊断新
冠肺炎中自适应校准特征。ＺＨＡＮＧ等［２１］提出了一种

注意力残差学习模型，利用高层学习到的特征映射生

成低层的注意力映射，在皮肤病分类中表现优异。

ＸＩＮＧ等［２２］在胶囊内镜图像分类任务中，通过注意力

引导进行病变放大，同时采用三阶长距离特征聚合，取

得了先进的实验结果。

　　ＣＤ和ＵＣ是ＩＢＤ的两个主要亚型，均会导致消化
道系统紊乱与胃肠道炎症，且具有相似的临床症状，如

腹痛腹泻、直肠出血和体质量减轻［２３］。消化内镜的普

及使得内镜检查在ＣＤ与ＵＣ的识别中占主导地位，然
而其严重依赖于内镜医师的经验与水平，因经验缺乏

或审查疲劳对内镜图像产生的误判将会导致漏诊或者

治疗延误［２４］。本研究通过构建深度学习网络模型并

引入注意力机制，为提高ＣＤ与ＵＣ的诊断性能提供了
一种新的解决方案。总体来看，正常类别相对容易区

分，而ＣＤ与ＵＣ之间更容易发生混淆。对比实验中，
ＤｅｎｓｅＮｅｔ１２１模型在识别ＣＤ时具有更低的假阴性，而
识别ＵＣ时具有更低的假阳性，这将会导致模型更偏
向于将 ＵＣ识别为 ＣＤ，兼顾假阳性与假阴性，ＳＡＢＡ
ＲｅｓＮｅｔ在所有被比较的模型中表现最好。虽然 ＳＥ
ＲｅｓＮｅｔ５０在ＲｅｓＮｅｔ５０网络结构基础上加入了通道注
意ＳＥ模块，但其相对于 ＲｅｓＮｅｔ５０并没有展现出强大
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的优势，这表明仅有通道注意是不够的，空间注意在聚

焦病灶区域方面仍然发挥着重要作用。ＧｒａｄＣＡＭ类
激活映射图中高亮红色区域集中在肠腔中鹅卵石样病

变、假息肉、溃疡与出血等位置，这与临床中ＣＤ与 ＵＣ
内镜下诊断的主要特征一致［４］。对比类激活映射可

以发现，引入 ＢＡ和 ＳＡ模块，有助于模型捕获更多病
变区域的信息。鉴于ＣＤ与 ＵＣ在内镜下特征存在一
定的相似性，仅靠局部位置的信息很容易造成混淆，多

病变区域信息综合分析更有利于模型做出准确的判

断。对于正常图像来说，高亮部分是相对分散的，但是

也是作为模型的判别依据。

　　本研究基于 ＲｅｓＮｅｔ５０构建了端到端训练的分类
模型ＳＡＢＡＲｅｓＮｅｔ，针对静态肠镜图像复杂多变的弥
散状病变特征，在网络早期引入了空间注意机制，采用

感受野更大的膨胀卷积联系上下文信息，与普通卷积

的局部归纳特性相配合，促使网络自适应提取重要病

灶区域的信息，减少背景噪声的干扰。在网络输出之

前引入双线性注意机制，作为一种带有二阶信息的通

道注意，加权了用于全局平均池化特征的不同通道，对

于分类任务来说，提升了不同类别特征的可鉴别性，有

效提升模型的分类性能。虽然二阶信息相对于一阶信

息具有更好的建模能力，但目前对二阶信息的使用存

在计算开销大的问题。本研究在实现过程中，通过通

道降维，减少了计算开销，并讨论了通道降维因子的影

响，实验结果表明，用于二阶信息构建的通道并不是越

多越好，这与文献［１９］中的实验讨论一致。过多的二阶

信息可能会扰乱特征分布，给分类带来不利的影响，由

此可以提出一个新的问题，二阶信息甚至更高阶的信

息提取会有利于哪些非抽象特征的进一步建模，这将

是一个值得探索的研究方向。此外，二阶统计量带来

的计算量给模型训练带来了较大的负担，图形处理器

（ｇｒａｐｈｉｃｓｐｒｏｃｅｓｓｉｎｇｕｎｉｔ，ＧＰＵ）对矩阵特征值分解与
奇异值分解的不友好性，也成为二阶信息在神经网络

构建中应用的阻碍。ＬＩ等［２５］提出了一种矩阵协方差

迭代归一化方法，在可接受的计算成本中实现了模型

的端到端训练，为高阶统计量的应用提供了新的思路。

　　本研究仍然存在一些局限性。虽然回顾性收集的
内镜图像数据来自两个医学中心，但对于模型泛化性的

评估仍然不足。内镜图像拍摄时的设备、光照、角度甚

至医师的操作差异，会给模型使用时的稳定性与准确性

带来挑战。其次，使用的是静态三通道彩色内镜图像，

在临床的内镜检查中，医师会动态地观察患者的肠道情

况，结合病变的位置信息做出综合判断。因此，本研究是

计算机辅助诊断在炎症性肠病应用中的一个初步探索。

　　本研究设计了一种带有空间注意与双线性注意的
卷积网络模型 ＳＡＢＡＲｅｓＮｅｔ，以空间注意自适应聚焦

病变区域的同时，以双线性注意提高特征表示能力，在

识别ＣＤ、ＵＣ与正常内镜图像中具有较高的准确率、灵
敏度、特异性与Ｆ１值，其性能优于目前经典的卷积模
型。作为一种辅助诊断工具，可帮助经验不足的内镜

医师快速了解ＣＤ与ＵＣ的病灶特点，同时减轻内镜医
师的工作负担，提高ＩＢＤ亚型的诊断准确率。
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（下转２４２页）
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［１８］干浩庆，张海光．老年脓毒症休克患者血清氨基末端脑
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国老年学杂志，２０１９，３９（２３）：５７６０－５７６２．ＤＯＩ：１０．
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［１９］袁清茹，刘莉娟，王晋华，等．慢性心力衰竭患者血清
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［Ｊ］．中国老年学杂志，２０１６，３６（１４）：３４２１－３４２３．
ＤＯＩ：１０．３９６９／ｊ．ｉｓｓｎ．１００５９２０２．２０１６．１４．０３１．
ＹＵＡＮＱＲ，ＬＩＵＬＪ，ＷＡＮＧＪＨ，ｅｔａｌ．Ｒｅｌａｔｉｏｎｓｈｉｐ
ｂｅｔｗｅｅｎｓｅｒｕｍｃａｒｄｉａｃｔｒｏｐｏｎｉｎａｎｄｃａｒｄｉａｃｓｔｒｕｃｔｕｒｅａｎｄ
ｆｕｎｃｔｉｏｎｉｎｐａｔｉｅｎｔｓｗｉｔｈｃｈｒｏｎｉｃｈｅａｒｔｆａｉｌｕｒｅａｎｄｉｔｓｅｆｆｅｃｔ
ｏｎｐｒｏｇｎｏｓｉｓ［Ｊ］．ＣｈｉｎＪＧｅｒｏｎｔｏｌ，２０１６，３６（１４）：３４２１－
３４２３．ＤＯＩ：１０．３９６９／ｊ．ｉｓｓｎ．１００５９２０２．２０１６．１４．０３１．

［２０］ＲＥＩＮＤＬＭ，ＴＩＬＬＥＲＣ，ＨＯＬＺＫＮＥＣＨＴＭ，ｅｔａｌ．Ｇｌｏｂａｌ
ｌｏｎｇｉｔｕｄｉｎａｌｓｔｒａｉｎ ｂｙ ｆｅａｔｕｒｅ ｔｒａｃｋｉｎｇ ｆｏｒ ｏｐｔｉｍｉｚｅｄ
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ｍｙｏｃａｒｄｉａｌｉｎｆａｒｃｔｉｏｎ［Ｊ］．ＣｌｉｎＲｅｓＣａｒｄｉｏｌ，２０２１，１１０
（１）：６１－７１．ＤＯＩ：１０．１００７／ｓ００３９２０２００１６４９２．

（收稿：２０２２０７１０；修回：２０２２０９１５）

（编辑　汪勤俭）

　　（上接２３４页）
［１２］ＨＵＪ，ＳＨＥＮＬ，ＳＵＮＧ．Ｓｑｕｅｅｚｅａｎｄｅｘｃｉｔａｔｉｏｎｎｅｔｗｏｒｋｓ
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ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．ＩＥＥＥ，２０１８：７１３２－７１４１．ＤＯＩ：１０．
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