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　　［摘要］　目的　探讨支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）方法在预测重症监护室（ＩＣＵ）患
者入院后死亡率方面的应用。方法　纳入 ＭＩＭＩＣⅢ数据库１８０９４例 ＩＣＵ住院患者，将总数据集（ｎ＝
１８０９４）随机分为训练集（ｎ＝１２６６６，７０％）和测试集（ｎ＝５４２８，３０％）。基于Ｐｙｔｈｏｎ平台，采用支持向量
机（ＳＶＭ）学习算法，利用ＬＡＳＳＯ特征选择结果，建立预测重症监护室患者入院后死亡率的模型。并使
用测试集进行模型评估。结果　基于 ＳＶＭ算法构建 ＩＣＵ患者入院后２４ｈ和４８ｈ死亡率预测模型的
ＡＵＣ分别为０．８０５１（０．７９３６－０．８１６６）和０．８１１７（０．７９９９－０．８２４），敏感性分别为０．７５１３和０．７３７２，特
异性分别为０．７１３０和０．７４２９。结论　基于支持向量机算法建立的预测重症监护室患者死亡率模型
预测效果较好，具有较高准确率。
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　　重症监护室患者住院死亡率较高，全球范围内
６．７％～４４．０％［１－２］。随着监护技术及检测仪器的发展
与升级，患者的各项生理数据得到更加健全的监测，临

床医生得以制定更加及时、合理的医疗方案。但繁杂、

冗长的医疗数据使得分析工作变得艰难，尤其是对于

需要及时准确做出临床决策的 ＩＣＵ医生。近年来，人
工智能被广泛应用于医疗领域研究，作为其应用分支

的机器学习（ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，ＭＬ）在挖掘、处理医疗
数据时具有极大潜力［３－６］。本研究拟引入数据挖掘中

的分类算法支持向量机方法，构建预测重症监护室患
者死亡率的模型，探索ＳＶＭ模型在预测患者死亡率方
面的可行性，为临床医生提供新方法。

１　资料与方法

１．１　一般资料
　　本研究用于预测 ＩＣＵ患者死亡率的医疗数据来
自于多生理参数智能监护数据库ＭＩＭＩＣⅢ［７］，且得到

了贝斯以色列迪康医学中心（波士顿，马萨诸塞州）和

麻省理工学院（剑桥，马萨诸塞州）审查委员会的批

准。由于该项目不影响临床护理，并且隐藏了所有受

保护的信息，因此不需要患者签署同意书［７］。这些数

据由本项目组成员（陈芋文，认证号：２８３４１４９０）凭借
数据使用协议从 ＰｈｙｓｉｏＮｅｔ（ｈｔｔｐｓ：／／ｗｗｗ．ｐｈｙｓｉｏｎｅｔ．
ｏｒｇ／）获取。在贝斯以色列迪康医学中心有６１５３２份
ＩＣＵ住院记录，包括临床记录、生理波形、实验室测量
和护士验证的数值数据［７］。排除标准：（１）多次 ＩＣＵ
住院的患者；（２）同一次住院在不同 ＩＣＵ或病房（区）
之间转移的患者；（３）年龄小于１６岁的患者；（４）首次
ＩＣＵ住院时间缺失或少于４８ｈ的患者；（５）最初４８ｈ
内没有事件发生的患者。共 １８０９４份病例被纳入最
终分析。

１．２　方法
１．２．１　建模选择指标　　我们集中关注那些常见、重
复测量的，并且能够有效反映疾病状态和治疗效果的

变量，总共纳入２９个指标：白蛋白（ＡＬＢ）；谷丙转氨酶
（ＡＬＴ）；谷草转氨酶（ＡＳＴ）；尿素氮（ＢＵＮ）；钙离子
（Ｃａｌｃｉｕｍ）；血肌酐（Ｃｒｅ）；年龄；性别；舒张压（ＤＢＰ）；
格拉斯哥昏迷指数（ＧＣＳ）；血糖（Ｇｌｕｃｏｓｅ）；血红蛋白
（Ｈｂ）；心率（ＨＲ）；钾离子（Ｋ）；乳酸（Ｌａｃ）；平均血压
（ＭＢＰ）；钠离子（Ｎａ）；动脉血氧 ７分压（ＰａＯ２）；酸碱
度（ｐＨ）；血小板（ＰＬＴ）；呼吸频率（ＲＲ）；收缩压
（ＳＢＰ）；血氧饱和度（ＳｐＯ２）；血清总胆红素（ＴＢＩＬ）；体
温（Ｔ）；血管活性药物量；白细胞（ＷＢＣ）；入量
（Ｉｎｐｕｔ）；出量（Ｏｕｔｐｕｔ）。如表１所示。

表１　预测ＩＣＵ患者死亡率的生理变量

序号 生理变量 数据类型

１ 年龄 连续型变量

２ 性别 离散型变量

３ 谷丙转氨酶（ＡＬＴ） 连续型变量

４ 谷草转氨酶（ＡＳＴ） 连续型变量

５ 血清总胆红素（ＴＢＩＬ） 连续型变量

６ 血红蛋白（Ｈｂ） 连续型变量

７ 白蛋白（ＡＬＢ） 连续型变量

８ 白细胞（ＷＢＣ） 连续型变量

９ 心率（ＨＲ） 连续型变量

１０ 收缩压（ＳＢＰ） 连续型变量

１１ 舒张压（ＤＢＰ） 连续型变量

１２ 平均血压（ＭＢＰ） 连续型变量

１３ 呼吸频率（ＲＲ） 连续型变量

１４ 血肌酐（Ｃｒｅ） 连续型变量

１５ 尿素氮（ＢＵＮ） 连续型变量

１６ 钾离子（Ｋ） 连续型变量

１７ 钠离子（Ｎａ） 连续型变量

１８ 钙离子（Ｃａｌｃｉｕｍ） 连续型变量

１９ 乳酸（Ｌａｃ） 连续型变量

２０ 动脉血氧分压（ＰａＯ２） 连续型变量

２１ 血小板（ＰＬＴ） 连续型变量

２２ 血糖（Ｇｌｕｃｏｓｅ） 连续型变量

２３ 格拉斯哥昏迷指数（ＧＣＳ） 连续型变量

２４ 酸碱度（ｐＨ） 连续型变量

２５ 血氧饱和度（ＳｐＯ２） 连续型变量

２６ 体温（Ｔ） 连续型变量

２７ 血管活性药物量 连续型变量

２８ 入量（Ｉｎｐｕｔ） 连续型变量

２９ 出量（Ｏｕｔｐｕｔ） 连续型变量

１．２．２　数据预处理　　选取ＩＣＵ患者入院后２４ｈ及
４８ｈ两个时间段的数据，首先处理缺失数据，先去掉
纳入指标缺失超过３０％的患者数据，随后去掉单一指
标缺失超过 ３０％的指标，剩余缺失数据进行 ＫＮＮ填
充。然后计算两个时间段内各指标（性别除外）的七

个不同样本统计特征，包括最小值、最大值、平均值、中

位数、标准差、偏斜和峰度。对数据进行预处理，令其

符合机器学习的输入规则。针对性别这一离散型变

量，我们采用ｏｎｅｈｏｔ编码处理，转换为［１，０］、［０，１］，
分别表示男性、女性。对于连续型变量，采用 Ｚｓｃｏｒｅ
归一化（Ｚｓｃｏｒｅｎｏｒｍａｌｉｚａｔｉｏｎ）处理来缩放特征值，处
理后数据的均值为０，标准差为１。将所有纳入统计的
患者随机拆分至训练集和测试集，训练集占７０％，测试
集占３０％。由于训练集数据不平衡，大部分机器学习算
法在不平衡数据集上表现不佳，需对小类样本进行有放

回的过采样而对大类样本则进行无放回的欠采样，从而

将其修正为平衡数据。最后在训练集上，利用 ＬＡＳＳＯ
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方法进行特征选择，本研究中选择系数不为０的特征。
１．２．３　模型构建　　机器学习过程在 Ｐｙｔｈｏｎ平台进
行，根据支持向量机（ＳＶＭ）机器学习算法，基于ａｖＮＮＥＴ
进行模型的建立。本研究选定的核函数是目前应用最

为广泛的径向基核函数（ｒａｄｉａｌｂａｓｉｓｆｕｎｃｔｉｏｎ，ＲＢＦ）。
在训练数据集上，输入预测指标，使用分类算法支持向
量机，进行监督学习，通过 ｇｒｉｄＳｅａｒｃｈＣＶ（网格搜索）方
法设置其参数，经交叉验证为最优结果时来确定两参数

的值。在测试集上，通过敏感性、特异性、受试者工作特

征下面积（ＡＵＣ）来评估模型性能。其中ＡＵＣ为０．５～
０．７提示预测效果较差，ＡＵＣ为０．７～０．９提示预测效果
中等，ＡＵＣ大于０．９提示预测效果非常好。相应的参数
如表２所示。

表２　模型参数

模型 参数设定

支持向量机

（ＳＶＭ）

　ｋｅｒｎｅｌ＝“ｒｂｆ”＃Ｓｐｅｃｉｆｉｅｓｔｈｅｋｅｒｎｅｌｔｙｐｅｔｏｂｅｕｓｅｄｉｎｔｈｅａｌｇｏｒｉｔｈｍ．

＃“ｒｂｆ”ｉｓＧａｕｓｓｉａｎｋｅｒｎｅｌｆｕｎｃｔｉｏｎ．

ｇａｍｍａ＝“ａｕｔｏ”＃Ｋｅｒｎｅｌｃｏｅｆｆｉｃｉｅｎｔｆｏｒ‘ｒｂｆ’．

ｐｒｏｂａｂｉｌｉｔｙ＝Ｔｒｕｅ＃Ｗｈｅｔｈｅｒｔｏｅｎａｂｌｅｐｒｏｂａｂｉｌｉｔｙｅｓｔｉｍａｔｅｓ．

１．３　统计学分析
　　采用 ＳＰＳＳ软件，Ｖ．１９．０（ＳＰＳＳ）进行统计分析。
计量资料使用平均值和标准差（正态分布数据），或中

位数和四分位距（非正态分布数据）。组间比较采用

卡方检验、Ｆｉｓｈｅｒ精确检验分析或ＫｒｕｓｋａｌＷａｌｌｉｓ检验。
所有统计学检验为双侧，Ｐ＜０．０５差异有统计学意义。

２　结果

２．１　特征变量筛选结果
　　在训练集上，利用 ＬＡＳＳＯ方法进行特征选择，此
研究中选择特征选择系数不为０的特征。ＩＣＵ患者入
院后２４ｈ时间段经 ＬＡＳＳＯ特征选择结果如下：年龄、
血管活性药物（ｍｉｎ）、ＨＲ（ｍｉｎ）、ＨＲ（ｍａｘ）、ＨＲ
（ｍｅａｎ）、Ｉｎｐｕｔ、Ｏｕｔｐｕｔ、ＢＵＮ（ｍａｘ）、ＣＲＥ（ｍａｘ）、ＣＲＥ
（ｍｉｎ）、ＰＬＴ（ｍｉｎ）、ＷＢＣ（ｍｉｎ）、ＷＢＣ（ｍａｘ）、钠（ｍｉｎ）、
钠（ｍａｘ）、钾（ｍｉｎ）、钾（ｍａｘ）、总钙（ｍｉｎ）、总钙
（ｍａｘ）、血糖（ｍｉｎ）、血糖（ｍａｘ）、ＧＣＳ（ｍｉｎ）、ＧＣＳ
（ｍａｘ）、体温（ｍｉｎ）、体温（ｍａｘ）、ＳｐＯ２（ｍｅａｎ）、ＳｐＯ２
（ｓｄ）、ＲＲ（ｍｉｎ）、ＲＲ（ｍａｘ）、ＲＲ（ｍｅａｎ）、ＲＲ（ｓｄ）、ＨＲ
（ｓｄ）、ＨＲ（ｓｋｅｗ）、ＨＲ（ｋｕｒｔｏｓｉｓ）、ＭＢＰ（ｍｉｎ）、ＭＢＰ
（ｍａｘ）、ＭＢＰ（ｍｅａｎ）、ＭＢＰ（ｓｋｅｗ）、ＭＢＰ（ｋｕｒｔｏｓｉｓ）、
ＳＢＰ（ｍｉｎ）、ＳＢＰ（ｍａｘ）、ＳＢＰ（ｍｅａｎ）、ＳＢＰ（ｓｄ）、ＳＢＰ
（ｓｋｅｗ）、ＳＢＰ（ｋｕｒｔｏｓｉｓ）、ＤＢＰ（ｍｉｎ）、ＤＢＰ（ｍａｘ）、ＤＢＰ
（ｍｅａｎ）、ＤＢＰ（ｓｄ）、ＤＢＰ（ｋｕｒｔｏｓｉｓ）、性别（女性）。特征
系数见表３。

表３　ＬＡＳＳＯ特征选择结果（２４ｈ和４８ｈ）及系数

变量 特征系数１（２４ｈ） 特征系数２（４８ｈ）
年龄（岁） －０．３１１８９０４６１ －０．２６０９２０７７５

血管活性药物（ｍｉｎ） ０．０２２０１３７７８ ０．０００００００００
血管活性药物（ｍａｘ） ０．０２００１８５５５ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｍｉｎ） ０．０００５９２１８４ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｍａｘ） －０．１３１４３６３０８ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｍｅａｎ） －０．３０５７９０３１９ －０．４３７３０１３０７
Ｉｎｐｕｔ（ｍＬ） ０．１９９０７８２６７ ０．００１５５６０４９
Ｏｕｔｐｕｔ（ｍＬ） ０．２９３１７６３５２ ０．１７２４４４６１

ＢＵＮ（ｍｍｏｌ／Ｌ，ｍａｘ） －０．４１９２５０９７３ －０．３５４７５２１７４
ＣＲＥ（

!

ｍｏｌ／Ｌ，ｍａｘ） ０．１１２８３８７５６ ０．０００００００００
ＣＲＥ（

!

ｍｏｌ／Ｌ，ｍｉｎ） －０．０２９５４９６４ ０．０００００００００

ＰＬＴ（×１０９／Ｌ，ｍｉｎ） ０．１８１３４９１７４ ０．０９３４１２２４８

ＷＢＣ（×１０９／Ｌ，ｍｉｎ） －０．４００７４５２１４ －０．１１８３８８０１５

ＷＢＣ（×１０９／Ｌ，ｍａｘ） ０．２６３０８９８０６ ０．０００００００００
钠（ｍｍｏｌ／Ｌ，ｍｉｎ） ０．１４０１８９４０４ ０．０００００００００
钠（ｍｍｏｌ／Ｌ，ｍａｘ） －０．０３００５４１２１ ０．０００００００００
钾（ｍｍｏｌ／Ｌ，ｍｉｎ） －０．１０４１２１４１９ ０．０００００００００
钾（ｍｍｏｌ／Ｌ，ｍａｘ） ０．５５０３９６７８８ ０．００１８９８３７
总钙（ｍｍｏｌ／Ｌ，ｍｉｎ） ０．２７５１２１６６５ ０．０１３２１８１２３
总钙（ｍｍｏｌ／Ｌ，ｍａｘ） －０．２７９４０７３５６ ０．０００００００００
血糖（ｍｍｏｌ／Ｌ，ｍｉｎ） －０．０１０３２３１７１ ０．０００００００００
血糖（ｍｍｏｌ／Ｌ，ｍａｘ） ０．０９５９８６３８ ０．０００００００００
ＧＣＳ（分，ｍｉｎ） ０．０７０９０７４７７ ０．０００００００００
ＧＣＳ（分，ｍａｘ） ０．６３８８９１１０３ ０．５８６９０６７２３
体温（℃，ｍｉｎ） ０．０７２１１３６３５ ０．０００００００００
体温（℃，ｍａｘ） －０．０６８８３８２１９ ０．０００００００００
ＳｐＯ２（ｍｅａｎ） ０．０５２２５８１８３ ０．０１９２３７８５６
ＳｐＯ２（ｓｄ） －０．１３６５３６１４５ －０．１７０１２８３８６

ＲＲ（次／ｍｉｎ，ｍｉｎ） －０．１０９７５９５４８ －０．１０４３４４５０２
ＲＲ（次／ｍｉｎ，ｍａｘ） ０．２３７８４６５７２ ０．０００００００００
ＲＲ（次／ｍｉｎ，ｍｅａｎ） －１．３８７７８１７３８ ０．０００００００００
ＲＲ（次／ｍｉｎ，ｓｄ） １．１５９３６４７９３ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｓｄ） ０．０９７７５９４４５ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｓｋｅｗ） －０．０４８３８０７１５ ０．０００００００００
ＨＲ（次／ｍｉｎ，ｋｕｒｔｏｓｉｓ） ０．０１４２０９８０７ ０．０００００００００
ＭＢＰ（ｍｍＨｇ，ｍｉｎ） ０．０８７３８２７６４ ０．０５８４０３５４５
ＭＢＰ（ｍｍＨｇ，ｍａｘ） ０．１２４７８７１８９ ０．０００００００００
ＭＢＰ（ｍｍＨｇ，ｍｅａｎ） －０．１０４７７８４９３ ０．０００００００００
ＭＢＰ（ｍｍＨｇ，ｓｋｅｗ） －０．０５８１８０８６１ －０．００１９３３９７４
ＭＢＰ（ｍｍＨｇ，ｋｕｒｔｏｓｉｓ） －０．０１９２０３８４９ －０．０１３５１８３８
ＳＢＰ（ｍｍＨｇ，ｍｉｎ） －０．０３６６６２０５１ ０．０９９７３８０９８
ＳＢＰ（ｍｍＨｇ，ｍａｘ） ８．６８６７９３３５６ ０．０００００００００
ＳＢＰ（ｍｍＨｇ，ｍｅａｎ） ０．６１６７８４４０９ ０．３２４４１７３０８
ＳＢＰ（ｍｍＨｇ，ｓｄ） －１．１１６４２７５６６ ０．０００００００００
ＳＢＰ（ｍｍＨｇ，ｓｋｅｗ） ０．００４０２９１１２ ０．０００００００００
ＳＢＰ（ｍｍＨｇ，ｋｕｒｔｏｓｉｓ） －０．０４３９９８４９ －０．０００１５１１８２
ＤＢＰ（ｍｍＨｇ，ｍｉｎ） ０．０８３６６９２７２ ０．０２９０１９７５
ＤＢＰ（ｍｍＨｇ，ｍａｘ） －０．０６１０５０１３４ ０．０００００００００
ＤＢＰ（ｍｍＨｇ，ｍｅａｎ） ０．０１１３０５６５６ ０．０００００００００
ＤＢＰ（ｍｍＨｇ，ｓｄ） ０．０３６４６７４２１ ０．０００００００００

ＤＢＰ（ｍｍＨｇ，ｋｕｒｔｏｓｉｓ） －０．００６１４７５５８ ０．０００００００００
性别（女性） ０．０８１８２９５９ ０．０００００００００
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　　ＩＣＵ患者入院后４８ｈ时间段经ＬＡＳＳＯ特征选择结
果（见图２）如下：年龄、ＨＲ（ｍｅａｎ）、Ｉｎｐｕｔ、Ｏｕｔｐｕｔ、ＢＵＮ
（ｍａｘ）、ＰＬＴ（ｍｉｎ）、ＷＢＣ（ｍｉｎ）、钾（ｍａｘ）、总钙（ｍｉｎ）、
ＧＣＳ（ｍａｘ）、ＳｐＯ２（ｍｅａｎ）、ＳｐＯ２（ｓｄ）、ＲＲ（ｍｉｎ）、ＭＢＰ
（ｍｉｎ）、ＭＢＰ（ｓｋｅｗ）、ＭＢＰ（ｋｕｒｔｏｓｉｓ）、ＳＢＰ（ｍｉｎ）、ＳＢＰ
（ｍｅａｎ）、ＳＢＰ（ｋｕｒｔｏｓｉｓ）、ＤＢＰ（ｍｉｎ）。特征系数见表３。
２．２　预测模型的变量及特征
　　基于 ａｖＮＮＥＴ构建 ＩＣＵ患者入院后２４ｈ和 ４８ｈ
死亡率预测模型ＭｏｄｅｌＡｖｅｒａｇｅｄＮｅｕｒａｌＮｅｔｗｏｒｋ（２４ｈ／
４８ｈ），在训练集上进行模型训练，得出最优参数，其最
优参数均为ｓｉｚｅ＝５，ｄｅｃａｙ＝０，ｂａｇ＝ＦＡＬＳＥ。具体代码

见表４。
２．３　模型预测能力验证结果
　　在测试数据集验证并评价支持向量机算法对ＩＣＵ
患者入院后死亡率的预测能力。利用 ＬＡＳＳＯ特征选
择结果，通过ＳＶＭ机器学习算法，预测 ＩＣＵ患者入院
后２４ｈ死亡率，训练集和测试集ＡＵＣ分别为０．８４０３
和０．８０５１，敏感性分别为８１．２４％和７５．１３％，特异性
分别为 ７４．１５％和 ７１．３０％。预测 ＩＣＵ患者入院后
４８ｈ死亡率，训练集和测试集ＡＵＣ分别为０．８２８５和
０．８１１７，敏感性分别为７７．６２％和７３．７２％，特异性分
别为７４．５１％和７４．２９％。

表４　基于ａｖＮＮＥＴ构建的预测模型ＭｏｄｅｌＡｖｅｒａｇｅｄＮｅｕｒａｌＮｅｔｗｏｒｋ

模型 模型代码

ＭｏｄｅｌＡｖｅｒａｇｅｄＮｅｕｒａｌＮｅｔｗｏｒｋ（２４ｈ）

３００００ｓａｍｐｌｅｓ．５２ｐｒｅｄｉｃｔｏｒ．２ｃｌａｓｓｅｓ：‘ｄｅａｔｈ’，‘ｓｕｒｖｉｖａｌ’
Ｎｏｐｒｅｐｒｏｃｅｓｓｉｎｇ

Ｒｅｓａｍｐｌｉｎｇ：ＣｒｏｓｓＶａｌｉｄａｔｅｄ（１０ｆｏｌｄ，ｒｅｐｅａｔｅｄ５ｔｉｍｅｓ）
Ｓｕｍｍａｒｙｏｆｓａｍｐｌｅｓｉｚｅｓ：２７０００，２７０００，２７０００，２７０００，２７０００，２７０００，．．．

Ｒｅｓａｍｐｌｉｎｇｒｅｓｕｌｔｓａｃｒｏｓｓｔｕｎｉｎｇｐａｒａｍｅｔｅｒｓ：
　　　ｓｉｚｅ　　ｄｅｃａｙ　　　ＲＯＣ　　　Ｓｅｎｓ　　　Ｓｐｅｃ　　　　　

１　　０ｅ＋００　０．７８７４６７２　０．７６０４５４６　０．６８５３３８４
１　　１ｅ－０４　０．７８７２３３０　０．７６１７３１５　０．６８４０２９１
１　　１ｅ－０１　０．７８６０４６９　０．７４９６８７９　０．６９１３９６１
３　　０ｅ＋００　０．８１３８０３６　０．７７３５２０１　０．７１２２５４７
３　　１ｅ－０４　０．８１３４７７９　０．７７５０３９３　０．７１１４３４３
３　　１ｅ－０１　０．８１２３５６４　０．７６８２３７６　０．７１２８６２７
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表５　不同时间段预测模型预测ＩＣＵ入院后死亡率的ＡＵＣ、敏感性、特异性

不同时间段预测模型 ＡＵＣ（９５％可信区间） 敏感性（％） 特异性（％） 准确性（％）（９５％可信区间）

训练集

　２４ｈ ０．８４０３（０．８３５２－０．８４４１） ８１．２４ ７４．１５ ７７．６６（０．７７１９，０．７８１３）

　４８ｈ ０．８２８５（０．８２３１－０．８３２２） ７７．６２ ７４．５１ ７６．０５（０．７５５７，０．７６５４）

测试集

　２４ｈ ０．８０５１（０．７９３６－０．８１６６） ７５．１３ ７１．３０ ７１．８２（０．７０９，０．７２７２）

　４８ｈ ０．８１１７（０．７９９９－０．８２４） ７３．７２ ７４．２９ ７４．２１（０．７３３３，０．７５０８）

　　在测试集上，利用 ＬＡＳＳＯ特征选择结果，通过
ＳＶＭ机器学习算法，预测ＩＣＵ患者入院后２４ｈ和４８ｈ
死亡率，绘制受试者工作特征曲线（ＲＯＣ）如图１所示。
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图１　基于ＳＶＭ机器学习算法的ＲＯＣ曲线

３　讨论

　　有研究报道，重症监护室患者住院死亡率较高，全
球范围内６．７％～４４．０％［１－２］。在临床工作中，医生评
估患者病情，进行临床决策时需要全面考虑病史、体格

检查和生命体征的变化趋势，工作量巨大。尤其是对

于ＩＣＵ患者而言，准确可靠、方便快捷的病情评估能
帮助医生进行决策，从而及时采取救治措施等。目前

ＩＣＵ多采用评分系统进行死亡率评估，若能利用客观
指标建立预测模型，使评估方法简便化、自动化，得到

更加准确可靠的评估结果，对进一步保障 ＩＣＵ患者的
生命安全意义重大。

　　近些年，机器学习作为人工智能的重要分支，被广
泛应用于医疗健康领域，在挖掘、处理医疗数据时具有

极大潜力，能够弥补线性模型的不足［８］。蔺轲等［９］基

于支持向量机方法构建 ＩＣＵ中急性肾功能损伤患者
住院死亡风险预测模型，并将之与简化急性生理评分

的预测性能作比较，得出ＳＶＭ模型预测性能更优。该
研究仅针对ＩＣＵ急性肾功能损伤患者，不适用于所有

ＩＣＵ住院患者。其所采用指标变量与简化急性生理评
分相同，研究纳入的指标较少。对于深度学习模型长

短期记忆人工神经网络（ＬＳＴＭ）及其衍生物门控循环
单位（ＧＲＵ），在预测ＩＣＵ患者的死亡率上取得更好的
ＡＵＣＲＯＣ和 ＡＵＣＰＲ。然而，ＬＳＴＭ和 ＧＲＵ存在计算
量庞大、耗时、硬件要求高、梯度消失等缺点，导致大数

据难以处理和应用于临床推广。注意机制模拟人脑的

数据处理模式，目前与 ＬＳＴＭ或其他深度学习方法相
结合，以提高计算效率或可解释性［１０］。但低效这一方

法本身局限性仍旧难以避免。

　　本研究引入的分类算法支持向量机方法（ＳＶＭ）
在解决有限样本、非线性及高维问题中表现出独特的

优势。它有着完美的数学形式与直观的几何解释［１１］，

与神经网络的结构设计不同，它不需要依赖于设计者

的经验知识和先验知识，人为设定参数少，方便使用，

因此有着较好的泛化能力。其利用核函数将复杂分类

问题映射转化成线性可分问题的核心思想巧妙地解决

了“维数灾难”问题［１２］。

　　本研究结果显示，ＩＣＵ患者入院后２４ｈ（４８ｈ）死
亡率预测模型的训练集和测试集ＡＵＣ分别为０．８４０３
（０．８２８５）和０．８０５１（０．８１１７），均大于０．７，均具有很
好的预测效能。不论是各时间段的训练集和测试集

ＡＵＣ值，还是不同时间段的训练集或测试集 ＡＵＣ值
都很接近，一致性较好，提示模型性能稳定。敏感性和

特异性都较高，预测效能较好。准确性分别为

７７．６６％（７６．０５％）和 ７１．８２％（７４．２１％），各准确性均
较高，表示该方法可行性高。本研究结果表明，基于支

持向量机算法建立的预测重症监护室患者死亡率模型

预测效果较好，具有较高准确率。

　　本研究中存在几个局限性。首先，为处理训练集
数据不平衡问题，在数据预处理上采用了欠采样法和

过采样法，可能会造成两个问题，即非常高的拟合精度

和由于删去许多样本而导致占比较大的分类损失不少

重要信息。其次，从一个医疗中心提取的临床数据，无

法验证该模型的泛化能力及其临床应用的可能性。因

此在后续的研究中应开展前瞻性多中心研究，探讨基

８６７１ 　　　　　　　　　　　　　　陆军军医大学学报，２０２２，４４（１７）　　 　　　　　　ｈｔｔｐ：／／ａａｍｍｔ．ｔｍｍｕ．ｅｄｕ．ｃｎ　



于ＳＶＭ的预测模型预测患者死亡率的临床价值。
　　综上所述，基于支持向量机算法建立的重症监护
室患者死亡率预测模型的研究可行，该模型具有良好

预测效果及稳定性，具有较高准确率。
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